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Tóm tắt: 

 

Mạng nơron tích chập (CNN) là một trong những mô hình mạng học sâu (Deep Learning) 

phổ biến nhất hiện nay, có khả năng nhận dạng và phân loại hình ảnh với độ chính xác cao, 

thậm chí tốt hơn con người trong nhiều trường hợp. Mô hình này đã và đang được ứng 

dụng vào các hệ thống xử lý ảnh lớn của Facebook, Google hay Amazon… Bài báo nghiên 

cứu lý thuyết về mô hình mạng CNN tiên tiến (VGG-16), dựa trên kiến trúc VGG-16. Tác giả 

xây dựng mô hình mới, bằng cách xen kẽ kích thước bộ lọc 3x3, 1x1, tăng số lượng khối 

tích chập, sử dụng hàm kích hoạt ELU sau mỗi lớp tích chập, tinh chỉnh các siêu tham số; 

sau đó thực nghiệm áp dụng mô hình mới vào dự đoán góc lái xe tự hành dựa trên hình ảnh 

thu được từ phần mềm mô phỏng xe tự lái Udacity. Thực hiện đánh giá, so sánh, kết quả 

nghiên cứu cho thấy mô hình mới dự đoán góc lái thực sự hiệu quả. 

Từ khóa: Xe tự lái, CNN, học sâu, họcgiám sát, VGG-16. 

Abstract: 

 

Convolutional Neural Network (CNN) is one of the most popular Deep Learning network 

models, capable of recognizing and classifying images with high accuracy, even better than 

humans. This model has been applied to large image processing systems as Facebook, 

Google or Amazon... In this paper, we focus on studying some advanced CNN network 

models (VGG-16), based on VGG-16 architecture, we build new model, by interleaved 

kernel 3x3, 1x1, increasing number of convolutional blocks, using Exponential Linear Unit 

(ELU) activation function after each convolution layer, hyperparameter tuning. Apply a new 

model to predict steering angles in autonomous driving based on image data obtained from 

Udacity self-driving car simulation. Evaluation, experimentation, and research results show 

that the steering angle prediction in new model is really effective.  

Keywords: Self-driving car, CNN, Deep learning, supervised learning, VGG-16. 

  

1. GIỚI THIỆU 

Cùng với sự phát triển của công nghệ trí tuệ 

nhân tạo (AI), các phương tiện xe tự hành (tự 

lái) tăng lên đáng kể trong những năm gần đây. 

Một trong các bộ phận quan trọng tích hợp 

trong xe tự lái là phần mềm AI, chức năng 

quan trọng của AI dùng để dự đoán góc lái 

của xe ở đoạn đường phía trước [1]. Để dự 

đoán góc lái xe tự hành, sử dụng dữ liệu huấn 

luyện học giám sát, góc lái sẽ được dự đoán 

bởi một mô hình mạng noron nhân tạo sử 

dụng đầu vào là các pixel ảnh [2], khi đó mô 

hình học tự động dự đoán góc lái không cần 

sự can thiệp của con người. Với sự gia tăng 

của khả năng tính toán cho phép huấn luyện 

các mạng noron tích chập đạt kết quả tốt trong 
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phân lớp hình ảnh [3]. Các thuật toán học sâu 

CNN ban đầu được sử dụng cho các tác vụ 

nhận diện với kiến trúc đơn giản như LeNet, 

Alexnet, hiệu năng của các thuật toán học sâu 

dựa vào kiến trúc thiết kế và các tham số huấn 

luyện [4]. Udacity [5] đã tạo ra phần mềm mã 

nguồn mở điều khiển xe tự lái, họ đã phát 

hành tập dữ liệu về hình ảnh ôtô di chuyển 

điều khiển bằng tay, mỗi hình ảnh được gán 

một nhãn góc lái tương ứng. Mục tiêu cần tìm 

một mô hình mà từ hình ảnh thu được khi ô tô 

di chuyển, sử dụng mô hình đó dự đoán góc 

lái sao cho sai số giữa góc lái dự đoán bởi mô 

hình và góc lái thực tế tạo bởi lái xe là nhỏ 

nhất. Trong bài báo này, chúng tôi nghiên cứu 

mô hình mạng CNN tiên tiến VGG-16 [6], sau 

đó dựa trên nguyên lý xây dựng VGG-16, xây 

dựng mô hình có kiến trúc tương tự VGG-16, 

thực hiện thay đổi xen kẽ bộ lọc 3x3, 1x1, 

tăng cường số lớp tích chập, sử dụng hàm 

kích hoạt Exponential Linear Units (ELU) 

thay cho Rectified Linear Activation (ReLu), sử 

dụng thuật toán tối ưu nadam thay cho adam, 

thực hiện biến đổi một số siêu tham số tại các 

lớp phù hợp với dự đoán góc lái của xe tự 

hành. Thực nghiệm đánh giá mô hình mới trên 

bộ dữ liệu thu được từ Udacity, kết quả cho 

thấy mô hình mới thực sự hiệu quả. Việc 

nghiên cứu này khai thác hiệu năng mạng 

CNN, chỉ sử dụng tín hiệu huấn luyện là góc 

lái, mạng học sâu có thể tự động trích xuất 

đặc điểm từ các ảnh để học được vị trí của ô 

tô trên đường và đưa ra góc lái tương ứng. Sử 

dụng mô hình mới áp dụng trên xe tự lái, giúp 

xe tự di chuyển trên địa hình mô phỏng cho 

kết quả sai số giữa góc lái dự đoán bởi mô 

hình và góc lái thực tế là thấp nhất.  

2. CÁC NGHIÊN CỨU LIÊN QUAN 

Xe tự hành lần đầu tiên được nghiên cứu bởi 

Pomerleau (1989), ông xây dựng mô hình xe 

tự lái sử dụng mô hình huấn luyện đơn giản, 

chỉ áp dụng một vài kịch bản với một vài 

chướng ngại vật. Sự phát triển nhanh chóng 

của AI đã tạo ra cách mạng trong lĩnh vực xe 

tự hành bằng cách kết hợp các mô hình và 

thuật toán phức tạp. Kỹ thuật học sâu cùng 

với sự gia tăng khả năng tính toán của các 

máy tính sử dụng GPU cấu hình cao, cho phép 

huấn luyện các mạng noron tích chập (CNN) 

đạt kết quả tốt trong phân lớp hình ảnh. 

Nghiên cứu thiết kế kiến trúc mạng và tinh 

chỉnh siêu tham số trong mạng CNN để đạt 

kết quả tối ưu là vấn đề đang được nhiều nhà 

nghiên cứu khoa học quan tâm [7]. Năm 2016, 

nhóm NVIDIA đã nghiên cứu thiết kế mô 

hình xe tự lái, nhóm huấn luyện sử dụng kiến 

trúc mạng LeNet, bổ sung hàm kích hoạt, 

chứa 9 lớp bao gồm 1 lớp chuẩn hóa, 5 lớp 

tích chập và 3 lớp kết nối đầy đủ [8].  

Mô hình của NVIDA sử dụng 252.219 tham 

số, hàm kích hoạt ReLu, nhân tích chập kích 

thước 55, ánh xạ các pixel ảnh thu được từ 

camera giữa của ô tô để dự đoán góc lái. Kết 

quả áp dụng mô hình dự đoán góc lái đưa ra 

kết quả chính xác ngạc nhiên. Trong những 

năm gần đây lĩnh vực nghiên cứu điều khiển 

xe tự hành sử dụng các mô hình học sâu để 

thực hiện dự đoán góc lái, điều khiển ô tô di 

chuyển trong tình trạng giao thông khác nhau 

thu hút nhiều nhà nghiên cứu [9].  

3. MÔ HÌNH MẠNG VGG-16 [6] 

VGG-16 được phát triển năm 2014, quan 

điểm xây dựng VGG-16 là một mạng noron 

sâu hơn sẽ giúp cải thiện độ chính xác của mô 

hình tốt hơn, cụ thể VGG-16 có độ sâu và số 

lượng tham số lên tới 138 triệu, đây là một 

trong những mạng có số lượng tham số lớn 

nhất. Hình mẫu chung cho các mạng CNN 

trong các tác vụ học có giám sát trong xử lý 

ảnh sử dụng các khối VGG dạng: 
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Một khối VGG gồm một chuỗi các lớp CNN, 

sau mỗi lớp CNN là một lớp kích hoạt ReLU, 

tiếp nối bởi một tầng max pooling, để giảm 

chiều không gian. Cấu trúc VGG-16 gồm 5 

khối VGG, 13 lớp tích chập với kích thước 

33, đầu vào là ảnh kích thước 2242243, 

với 3 là kênh màu R, G, B. Ảnh được truyền 

qua khối đầu tiên với 2 lớp tích chập, mỗi lớp 

tích chập chứa 64 bộ lọc kích thước 33, theo 

sau lớp tích chập là hàm kích hoạt ReLU. 

 

Hình 1. Mô hình mạng VGG-16 [6

3.1. Lớp tích chập 

Đây là thành phần quan trọng nhất, nhiệm vụ 

của lớp tích chập là phát hiện liên kết cục bộ 

của các đặc điểm trong lớp trước và ánh xạ 

sang bản đồ đặc trưng. Giá trị điểm ảnh mới 

được tính toán bằng phép tích chập giữa các 

giá trị điểm ảnh trong một vùng ảnh cục bộ 

với các bộ lọc có kích thước nhỏ. Về mặt toán 

học phép tích chập rời rạc giữa hai hàm f và  

g được định nghĩa như sau: 

     (1) 

Với dữ liệu ảnh hai chiều, sử dụng phép tích 

chập hai chiều: 

 

                  (2)    

với K là nhân tích chập áp dụng lên ảnh hai 

chiều I. 

Trong hình 2, sử dụng bộ lọc là ma trận kích 

thước 22, nguyên lý của phép tích chập 2 

chiều như sau: dịch chuyển nhân tích chập 

trên toàn bộ ảnh, tại mỗi vị trí tính tích chập 

giữa nhân và phần hình ảnh đang quét, sau đó 

nhân (kernel) sẽ dịch chuyển s pixel, s gọi là 

bước nhảy (strike). 

 

Hình 2. Bộ lọc tích chập sử dụng trên ma trận  

điểm ảnh 

3.2. Lớp kích hoạt phi tuyến  

Lớp này được xây dựng với ý nghĩa đảm bảo 

tính phi tuyến của mô hình huấn luyện, cho 

phép mô hình có thể học các tổ hợp phi tuyến 

của các tín hiệu đầu vào. Lớp kích hoạt phi 

tuyến sử dụng các hàm kích hoạt như ReLU, 

ELU, sigmoid, hoặc tanh… để kích hoạt các 
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trọng số trong các node. Ở mỗi lớp CNN, sau 

khi được các hàm kích hoạt tác động sẽ tạo ra 

các thông tin trừu tượng hơn cho các lớp tiếp 

theo. Lớp kế tiếp là kết quả tích chập từ lớp 

trước đó, từ đó thu được các kết nối cục bộ. 

Sử dụng ReLU trong CNN có lợi thế không 

xảy ra lỗi lan truyền ngược, thời gian huấn 

luyện nhanh hơn nhiều lần so với sử dụng 

sigmoid, hoặc tanh. 

  

Hình 3. Áp dụng hàm kích hoạt lên noron j 

Hình 3, mô tả lược đồ áp dụng hàm kích hoạt 

tác động lên một noron  

Công thức tính toán của hàm ReLU chuyển tất 

cả các giá trị âm thành giá trị 0: 

 (3) 

Khi sử dụng ReLU, đầu ra là một ảnh mới có 

kích thước giống với ảnh đầu vào, các giá trị 

điểm ảnh hoàn toàn tương tự trừ các giá trị âm 

đã bị loại bỏ. Sử dụng ReLU mặc dù được lợi 

thế tính toán, nhưng có thiếu sót, đó là hiện 

tượng Dying ReLU (các noron ReLU không 

hoạt động cho dù cung cấp bất cứ đầu vào 

nào).  

Hàm kích hoạt ELU: Được sử dụng tăng tốc 

độ học, hàm ELU cho độ chính xác tốt hơn 

ReLU và hội tụ nhanh hơn. Công thức tổng 

quát: 

 (4) 

Tham số  thường chọn là 1, hàm ELU liên 

tục tại mọi điểm, đạo hàm của hàm 

bằng 1 với và . 

Sử dụng ELU không gặp phải vấn đề triệt tiêu 

và bùng nổ đạo hàm, và cũng không xảy ra 

hiện tượng noron bất hoạt, hàm hội tụ nhanh 

dẫn đến thời gian huấn luyện thấp đồng thời 

đem lại độ chính xác cao hơn so với ReLU.  

3.3. Lớp lấy mẫu 

Lớp lấy mẫu (Pooling), được đặt sau lớp tích 

chập và lớp kích hoạt để giảm kích thước ảnh 

đầu ra trong khi vẫn giữ được thông tin quan 

trọng của ảnh đầu vào, việc giảm kích thước 

dữ liệu có tác dụng làm giảm được số lượng 

tham số cũng như tăng hiệu quả tính toán. 

Lớp pooling sử dụng một cửa sổ trượt để quét 

toàn bộ các vùng trong ảnh tương tự lớp tích 

chập, và thực hiện phép lấy mẫu bằng cách 

lưu lại một giá trị duy nhất đại diện cho toàn 

bộ thông tin của vùng ảnh đó. Như vậy, với 

mỗi ảnh đầu vào, qua quá trình lấy mẫu, thu 

được ảnh đầu ra tương ứng, có kích thước 

giảm xuống đáng kể nhưng vẫn giữ được các 

đặc trưng cần thiết cho quá trình tính toán sau 

này.  

 

Hình 4. Phương thức average và max pooling 

3.4. Lớp kết nối đầy đủ (fully connected 

layer) 

Sau một vài lớp tích chập và lấy mẫu, CNN 

thường kết thúc bởi lớp kết nối đầy đủ được 

thiết kế tương tự như trong mạng noron truyền 

thống, thực chất là một perceptron nhiều lớp. 
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So với mạng noron truyền thống, các ảnh đầu 

vào của lớp này đã có kích thước giảm rất 

nhiều, tuy nhiên vẫn đảm bảo giữ được các 

thông tin quan trọng cho việc nhận dạng. 

4. CHUẨN BỊ DỮ LIỆU 

4.1. Phần mềm mô phỏng xe tự lái 

Dữ liệu thu được từ phần mềm mã nguồn mở 

được phát triển bởi Udacity [5], đây là phần 

mềm mô phỏng xe tự lái thời gian thực trong 

các điều kiện giao thông khác nhau, sử dụng 

cho các cuộc thi “thử thách điều khiển xe tự 

lái”. Thử thách yêu cầu bắt chước hành vi lái 

xe của con người trên trình mô phỏng với sự 

trợ giúp của một mô hình mạng noron học sâu. 

Trình mô phỏng chứa hai làn đường, một làn 

đường đơn giản (ít cung đường cong và dễ 

điều khiển) sử dụng cho chế độ huấn luyện và 

một làn đường phức tạp (có độ dốc, góc cua, 

góc nhìn bị che khuất) sử dụng cho chế độ tự 

lái (hình 5). Ô tô có gắn 3 camera (trái giữa, 

phải). Dữ liệu được tạo ra từ trình mô phỏng 

bởi người dùng thực hiện điều khiển xe trên 

làn đường đơn giản, hình ảnh thu được liên 

tục từ 3 camera ở giữa, bên phải, bên trái [10]. 

     

  (a)                  (b) 

Hình 5. Làn đường huấn luyện (a),  

làn đường tự lái (b) 

Thực hiện điều khiển xe trong chế độ huấn 

luyện, ở mỗi vị trí ô tô di chuyển cho dữ liệu: 

ảnh của 3 camera, góc lái bô lăng, tốc độ xe, 

độ giảm tốc, sau khoảng 20 phút thu được 

30.000 ảnh. Luồng hình ảnh này được lưu trữ 

trên ổ đĩa với định dạng file driving_log.csv 

(hình 6), cột 1,2,3 chứa đường dẫn đến ảnh 

thu được từ camera giữa, trái, phải, cột 4 chứa 

góc lái tương ứng: 0 - đi thẳng, âm - rẽ trái, 

dương - rẽ phải. Hình ảnh thu được sẽ được 

chia thành hai phần: một phần để training 

model, một phần để kiểm tra hiệu quả của 

model. Đối với bài toán xe tự lái, chúng ta 

kiểm thử hiệu quả của mô hình bằng cách cho 

xe tự di chuyển trên phần mềm Udacity. 

4.2. Một số kỹ thuật tăng cường ảnh 

Một mạng CNN có thể xử lý lên tới hàng triệu 

tham số, việc điều chỉnh các tham số cần hàng 

triệu các trường hợp dữ liệu huấn luyện. 

Trong trường hợp dữ liệu huấn luyện quá ít có 

thể dẫn đến hiện tượng quá khớp, để tránh 

hiện tượng này chúng tôi sử dụng kỹ thuật 

tăng cường ảnh. Để dữ liệu tổng quát hơn, cần 

có hình ảnh ô tô di chuyển trong các điều kiện 

thời tiết, ánh sáng, đường sá giao thông khác 

nhau, do đó chúng tôi đã tạo ra hàng nghìn 

phiên bản mới của ảnh trong thời gian thực 

bằng cách sử dụng một số kỹ thuật tăng cường 

như sau: 

 

Hình 6. File driving.log 

Để mô phỏng ôtô khi di chuyển trong các vị 

trí khác nhau trên đường, chúng tôi đã dịch 

chuyển hình ảnh camera theo chiều ngang và 

thêm độ lệch tương ứng vào góc lái. Để mô 

phỏng quá trình lên và xuống dốc, thực hiện 

dịch chuyển ảnh theo chiều dọc. 

4.2.1. Dịch chuyển ngang và dọc ảnh 

Ngoài ra còn áp dụng một số kỹ thuật khác 

như: thêm nhiễu vào ảnh, làm mờ ảnh (hình 9). 
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Sau toàn bộ các bước tăng cường, ảnh đầu vào 

có kích thước 1602303, sử dụng lớp 

lambda trong keras để cắt ảnh theo chiều dọc 

thành 882303. Sau đó cường độ ảnh được 

chuẩn hóa nằm giữa (5) và 5 và được tiếp tục 

thu nhỏ thành 662003. 

4.2.2. Lật ảnh theo chiều ngang 

Hình ảnh được lật ngược theo chiều ngang 

bằng cách đảo ngược góc lái, để mô phỏng 

ôtô khi rẽ trái, rẽ phải (hình 7, 8).  

 
 

         (a)                 (b) 

Hình 7. Ảnh gốc: Góc lái = 0.75  

(a)Ảnh dịch chuyển ngang: Góc lái = 0.946 (b) 

 

Hình 8. Lật ảnh 

 

Hình 9. Mờ ảnh 

4.2.3. Chỉnh độ sáng  

Việc tăng cường độ sáng của ảnh giúp mô 

phỏng ảnh hưởng của các điều kiện ánh sáng. 

Việc tăng cường độ sáng của ảnh giúp mô 

phỏng ảnh hưởng của các điều kiện ánh sáng 

khác nhau như ô tô di chuyển ban ngày hay 

ban đêm. 

5. XÂY DỰNG MÔ HÌNH HỌC SÂU DỰA 

TRÊN KIẾN TRÚC VGG-16  

5.1. Xây dựng mô hình 

Dựa trên nghiên cứu về kiến trúc xây dựng 

mạng VGG-16, chúng tôi xây dựng mô hình 

VGG1x3. Kiến trúc mô hình được minh họa 

trong hình 10. Mô hình này với số lượng tham 

số 6.151.405, kiến trúc mạng có 4 khối VGG, 

tổng 12 lớp tích chập. Ảnh đầu vào được 

truyền qua mạng, các lớp tích chập được được 

thiết kế để thực hiện trích xuất đặc trưng ảnh, 

chúng tôi đã thực hiện nhiều thực nghiệm trên 

các bộ lọc kích thước khác nhau như 11, 33 

và 55, và cuối cùng lựa chọn kết hợp xen kẽ 

tích chập 11 và 33, sau các lớp tích chập là 

một lớp Max pooling làm giảm số chiều của 

ảnh nhưng vẫn giữ được đặc trưng của ảnh 

giảm bớt số lượng noron và theo sau là lớp 

Dropout giảm bớt số lượng tham số trùng 

nhau, cuối cùng cần thêm một lớp fully 

connected layer đủ để chuyển đầu ra từ lớp 

phía trước thành ma trận có số chiều bằng 1, 

đây chính là dự đoán giá trị góc lái.   

Mô hình này với số tham số 6.151.405, kiến 

trúc mạng có 4 khối VGG, tổng 12 lớp tích 

chập. Ảnh đầu vào được truyền qua mạng, các 

lớp tích chập được được thiết kế để thực hiện 

trích xuất đặc trưng ảnh, chúng tôi đã thực 

hiện nhiều thực nghiệm trên các bộ lọc kích 

thước khác nhau như 11, 33 và 55, và 

cuối cùng lựa chọn kết hợp xen kẽ tích chập 

11 và 33, sau các lớp tích chập là một lớp 

Max pooling làm giảm số chiều của ảnh 

nhưng vẫn giữ được đặc trưng của ảnh giảm 

bớt số lượng noron và theo sau là lớp Dropout 

giảm bớt số lượng tham số trùng nhau, cuối 

cùng cần thêm một lớp fully connected layer 

đủ để chuyển đầu ra từ lớp phía trước thành 

ma trận có số chiều bằng 1, đây chính là dự 

đoán giá trị góc lái (hình 11). 
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Hình 10. Mô hình VGG1x3 

 

Hình 11. Fully connected layer cuối cùng  

của VGG 1x3 

5.2. Tinh chỉnh siêu tham số 

Sau khi xây dựng xong mô hình, tiếp theo 

chúng tôi tinh chỉnh các siêu tham số. Tinh 

chỉnh tham số là kỹ thuật cần thiết để tìm tập 

tham số phù hợp nhất để xây dựng mô hình từ 

tập dữ liệu sao cho kết quả dự đoán chính xác. 

Các tham số cần tinh chỉnh là: hàm kích hoạt, 

hàm tối ưu, tốc độ học, batch size, epoch. 

Trong mô hình mới sử dụng hàm kích hoạt 

ELU giúp giảm thời gian huấn luyện đồng 

thời đem lại độ chính xác cao hơn so với ReLu. 

Để đánh giá mức độ hiệu quả của mô hình, 

chúng tôi lựa chọn hàm sai số: root mean 

squared error (RMSE). RMSE được tính bằng 

căn bậc hai của trung bình của sự sai khác 

giữa kết quả dự đoán và giá trị thực tế. RMSE 

càng nhỏ tức là sai số (loss) càng nhỏ thì mức 

độ ước lượng cho thấy độ tin cậy của mô hình 

có thể đạt cao nhất, khi đó giá trị dự đoán gần 

sát với giá trị thực, tức là độ chính xác càng 

cao. 

 
2

i i

1
ˆRMSE y y

n
   (5) 

Để huấn luyện mô hình cần sử dụng thuật 

toán tối ưu, quá trình tối ưu hóa có nhiệm vụ 

thay đổi tốc độ học (learning rate) và trọng số 

của các noron trong mạng để đạt được loss tối 

thiểu. Trình tối ưu hóa sẽ giúp tối ưu các tham 

số có trong mô hình đồng thời tự điều chỉnh 

learning rate phù hợp giúp mô hình hội tụ 

được, learning rate cao làm cho mô hình học 

nhanh hơn, tuy nhiên dẫn đến tình trạng có thể 

bỏ lỡ trường hợp loss tối thiểu, learning rate 

thấp mang lại cơ hội tìm kiếm loss tối thiểu, 

tuy nhiên cần nhiều tài nguyên bộ nhớ và tốn 

thời gian. Với mô hình xây dựng, nhóm đã 

thực hiện nhiều thí nghiệm với nhiều thuật 

toán tối ưu khác nhau như Adam, Nadam. Kết 

quả cho thấy sử dụng Nadam cho tốc độ hội tụ 

nhanh nhất. Chúng tôi đã sử dụng keras để 

triển khai Nadam vơi các tham số: 

Số epoch: Nếu số epoch quá nhỏ dẫn đến hiện 

tượng underfitting, do mạng không đủ dữ liệu 

để học, ngược lại nếu số epoch quá lớn dẫn 

đến hiện tượng overfitting, tức là mô hình có 

thể dự đoán tốt dữ liệu trên tập train nhưng lại 

không đoán đúng dữ liệu trên tập validation 

nên cần tinh chỉnh số epoch mang lại kết quả 

tối ưu. Trong thực nghiệm với bộ dữ liệu 

30.000 ảnh từ xe tự lái chúng tôi chọn thực 
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nghiệm với 40 epoch. Để giúp mô hình học 

nhanh hơn, chọn batch size (số lượng mẫu 

huấn luyện cho mỗi lần input) là 2000 ảnh. 

5.3. Thực nghiệm và kết quả 

Chúng tôi xử lý tệp .csv chứa tên tệp 30.000  

ảnh và góc lái tương ứng, dữ liệu được chia 

ngẫu nhiên 80% ảnh sử dụng để train, 20% sử 

dụng để validation. Sau khi xây dựng hoàn 

chỉnh mô hình, lưu mô hình dưới định dạng 

(.h5), mô hình này chứa các kết quả dự đoán 

góc lái dựa trên ảnh đầu vào thu được từ 3 

camera. Thực nghiệm và đánh giá mô hình, sử 

dụng server có card GPU 64GB. Thông số sử 

dụng trainning trong 3 mô hình minh họa qua 

bảng 1. 

Bảng 1. Thông số của ba mô hình áp dụng trên xe tự lái 

Mô hình NIVIDA Mô hình VGG-16 Mô hình VGG13 

5 lớp tích chập 

Kernel 55  

Thuật toán tối ưu: Adam 

Hàm kích hoạt ReLu 

Sử dụng sub sample 

Số tham số: 252.219 

7 lớp tích chập (3 khối VGG) 

Kernek 33  

Thuật toán tối ưu: Adam 

Hàm kích hoạt ReLu 

Sử dụng max pooling 

Số tham số: 5.826.445 

12 lớp tích chập (4 khối VGG) 

Kernel 11 xen kẽ 33 

Thuật toán tối ưu: Nadam 

Hàm kích hoạt ELU 

Sử dụng dropout,max pooling 

Số tham số: 6.151.405 
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Hình 12. So sánh loss giữa 3 model áp dụng trên xe tự lái 

Từ biểu đồ hình 12 cho thấy sự cải tiến của 

model qua từng epoch với sự giảm dần của 

loss trên từng epoch, mô hình VGG13 mang 

kết quả dự đoán vượt trội so với mô hình 

NIVIDA, và mô hình VGG-16 ban đầu. Giá 

trị sai số (loss) RMSE đánh giá trên tập train 

của mô hình VGG1x3 đều thấp hơn VGG-16 

ban đầu, và thấp hơn rất nhiều so với NIVIDA. 

Trong trường hợp tốt nhất: Loss của NIVIDA 

là 0.0593, của VGG-16: 0097, VGG 13: 

0.008. Điều này có ý nghĩa như sau: Sau khi 

xây dựng và điều chỉnh các tham số thu được 

mô hình VGG13 có thể hiểu các đặc điểm 

của làn đường, dự đoán góc lái của xe ô tô. 

Không cần gán nhãn các đoạn đường, mô hình 

có thể học từ dữ liệu mẫu để dò tìm đường. 
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Kết quả áp dụng mô hình giúp xe tự nhận diện 

đường và di chuyển, không cần sự điều khiển 

của con người.  

6. KẾT LUẬN 

Dự đoán góc lái của xe tự hành luôn là vấn đề 

thú vị và thu hút nhiều nghiên cứu, một trong 

những thách thức gặp phải là huấn luyện 

model học sâu để thực hiện dự đoán góc lái, 

điều khiển ô tô di chuyển trong tình trạng  

giao thông khác nhau. Ngoài việc thiết kế  

một model hiệu quả, cần có thêm dữ liệu và 

thời gian training. Dựa trên các nghiên cứu  

về VGG-16, chúng tôi đã thiết kế model 

VGG13, áp dụng vào dự đoán góc lái xe tự 

hành. Mô hình mới sử dụng xen kẽ các lớp  

tích chập 33, 11, sử dụng các lớp max  

pooling để giảm chiều dữ liệu, giúp tối ưu hóa 

các tham số, sử dụng thuật toán tối ưu nadam 

để điều chỉnh learning rate, sử dụng các hàm 

dropout để giảm bớt số lượng các tham số 

trùng lặp tránh overfiting. Kết hợp với các kỹ 

thuật tăng cường ảnh, tạo thêm hình ảnh khi 

đang di chuyển giúp model tổng quát hơn và 

cho kết quả dự đoán khá tốt khi so sánh với 

mô hình trước đó. Trong thời gian tới chúng 

tôi nghiên cứu một số mô hình học sâu đa 

nhánh như ResNet, mô hình tích chập đồ thị 

GNN để điều khiển xe phù hợp với các điều 

kiện trong thế giới thực với sai số thấp nhất. 
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